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Resumo: Este trabalho utiliza-se de redes neurais 

artificiais como classificadoras de padrões que analisam 

os sinais de eletroencefalografia (EEG) no domínio do 

tempo. Assim, são classificados os padrões de imagética 

motora de membros inferiores de um voluntário hígido 

utilizando apenas um canal de EEG. Para a classificação 

foram realizados 86 repetições com o individuo 

participante. Os sinais coletados foram submetidos à 

classificação por meio de duas arquiteturas de redes 

neurais artificiais (RNA). As RNAs utilizadas foram a 

Perceptron Multicamadas (PMC) e a rede de Função 

Base Radial (RBF). Os padrões foram analisados de 

forma Off-line e submetidos às arquiteturas 

classificadoras no domínio do tempo e sem filtro digital.  

Para validar a proposta, foram comparadas o melhor 

desempenho entre estruturas classificadoras por meio do 

tempo de construção, acurácia e coeficiente Kappa. As 

redes atingiram um percentual máximo de acerto de 

90% e mínimo de 50%. Os resultados foram 

promissores e as estruturas neurais treinadas são 

factíveis para implementação em dispositivo com menor 

recurso computacional. 
  

Palavras-chave: Redes Neurais Artificiais, Interface 

cérebro-Máquina, Classificação de padrões. 

 

Abstract: This paper uses artificial neural networks 
as a classifier of patterns that analyze 
electroencephalography (EEG) signals in the time 
domain. Thus, the motor imaging patterns of lower 
limb movement of a healthy volunteer using only one 
EEG channel are classified. For the classification were 
performed 86 repetitions with the individual 
participant. The collected signals were submitted to 
classification by means of two architectures of 
artificial neural networks (RNA). The ANNs used were 
the Perceptron Multicamadas (PMC) and the Network 
of Radial Base Function (RBF). The standards were 
analyzed offline and submitted to the classification 
architectures in the time domain and without digital 
filter. To validate the proposal, the best performance 
among classification structures was compared 
through construction time, accuracy and Kappa 
coefficient. The networks reached a maximum success 

rate of 90% and a minimum of 50%. The results were 
promising and the trained neural structures are 
feasible for implementation in a device with lower 
computational capacity. 
 
Keywords: Artificial Neural Networks, Brain-Machine 
Interface, Patterns Classification. 
 

Introdução 

 

As interfaces entre cérebro e máquina (ICM) são 

utilizadas para estabelecer uma via de comunicação com 

o sistema nervoso central por meio da 

eletroencefalografia (EEG), com o objetivo de extrair 

informações e controlar algum tipo de dispositivo tais 

como cadeiras de rodas, próteses mioelétricas ou 

sistemas de eletroestimulação funcional (FES) [1].  

Os padrões de registros EEG possuem regularidade 

em frequência e amplitude, os quais possuem espectro 

de frequências subdividido em faixas que estão 

relacionadas a diversos estados físicos (andar, correr) e 

comportamentais (decisões, concentração). Segundo [2] 

estes padrões são divididos em ondas alfa (α), beta (β), 

teta (Ɵ), delta (δ) e gama (𝛾). Os sinais de EEG podem 

ser distorcidos por interferências como: Interferências 

eletromagnéticas, contrações musculares do paciente, 

dos eletrodos e do sistema de aquisição do sinal. Desta 

forma, os sinais podem apresentar diferenças entre 

indivíduos sob mesmas circunstâncias, fato este, que 

dificulta a classificação e a possível modelagem 

matemática dos padrões EEG[3]. 

Neste sentido, técnicas são propostas para 

classificação dos padrões de registros EEG. Em [4] são 

utilizadas redes neurais artificiais integradas a um 

sistema de neurofeedback com o objetivo de classificar 

os níveis de atenção em indivíduos saudáveis.    

Dentre as aplicações que utilizam as ICM destaca-se 

o reconhecimento de padrões de imagética motora em 

seres humanos. Segundo [5] esta técnica aliada a outras 

tais como eletroestimulação funcional (FES) e robótica 

podem auxiliar no processo de reabilitação de pacientes 

com grau de lesões diferentes. 

No trabalho apresentado em [6] é testada uma 

interface cérebro-máquina aliada ao sistema de 
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eletroestimulação funcional para membros inferiores. A 

ICM classifica padrões de imagética motora por meio da 

técnica de classificação Naive Bayes e envia o sinal de 

referência para o acionamento da FES. Neste caso o 

classificador atingiu um percentual de acerto de 80% 

das tentativas off-line . Entretanto, foram utilizados 264 

eletrodos, o que inviabiliza a aplicação fora de 

ambientes controlados.  

Neste sentido, verifica-se em [7-9] que a utilização 

de sistemas classificadores mais robustos podem 

diminuir o número de canais, bem como manter um 

percentual de acerto significativo na classificação dos 

padrões de movimento.  

Em [9] também é implementado um sistema de ICM 

para o movimento de membros inferiores. Entretanto, 

neste trabalho foram utilizados 16 eletrodos fixados de 

forma não invasiva. Para classificação dos padrões de 

movimento utilizou-se máquinas de vetores de suporte 

(SVM). O percentual de acerto em condições off-line foi 

de 78,9%. 

Por meio de [7, 10] percebe-se que por mais que se 

utilize um número elevado de eletrodos, existem regiões 

específicas de ativação do córtex motor para 

determinados movimentos. Evidenciando uma 

predominância da posição Cz em movimentos de 

membros inferiores e superiores. Deste modo, pode-se 

obter uma redução significativa do conjunto ICM por 

meio da distribuição específica de eletrodos, aliado a 

utilização de sistemas classificadores robustos. 

A proposta deste trabalho é de apresentar um 

classificador de padrões de sinais neurofisiológicos 

composto por apenas um canal de EEG bipolar, baseado 

em redes neurais artificiais. Estas, por sua vez, têm por 

objetivo analisar os registros de EEG no domínio do 

tempo para classificar padrões de movimento e 

imaginação de movimento de membros inferiores de um 

indivíduo em duas arquiteturas propostas. 

 

Redes Neurais Artificiais 

 

As Redes Neurais Artificiais (RNA) são modelos 

computacionais que utilizam técnicas de processamento 

inerentemente paralelas, os quais se adaptam a um 

grande número de unidades simples de 

processamento[11]. Assim, através dessa ferramenta 

computacional é possível desenvolver modelos capazes 

de realizar predições sobre o comportamento de um 

determinado processo, e também executar ações que 

visam o controle adequado do mesmo.  

Este trabalho tem por objetivo a classificação de 

movimentos e imagética motora de membros inferiores 

de um indivíduo por meio da análise de sinais EEG 

utilizando uma RNA. Assim, a abordagem desta 

proposta utiliza a rede neural como classificadora de 

padrões. Conforme [11], a rede perceptron 

multicamadas - PMC e a rede de Função Base Radial 

(Radial  Base Function - RBF), podem ser usadas para 

esta finalidade. 

A topologia das redes neurais de funções de base 

radial é constituída por uma camada de entrada, apenas 

uma camada neural intermediária e uma camada de 

saída. Os neurônios da camada intermediária possuem a 

função de ativação do tipo gaussiana e os neurônios da 

camada de saída contêm a função de ativação do tipo 

linear [11]. 

As redes perceptron de múltiplas camadas (PMC) 

possuem arquitetura feedforward, cujo o treinamento é 

realizado de forma supervisionada. Desta forma a rede 

ajusta seus respectivos pesos sinápticos de forma 

adequada para uma determinada aplicação [11]. 

 

Materiais e Métodos 

 

O presente estudo teve aprovação do Comitê de 

Ética em Pesquisa envolvendo Seres Humanos (CAAE: 

61824816.7.0000.5231) da Universidade Estadual de 

Londrina. Participou do estudo um adulto do sexo 

masculino de 52 anos de idade sem qualquer alteração 

neurológica. 

Os elétrodos (EEG bipolar) foram fixados nas 

posições Cz e C1. Segundo [10, 12] as referidas 

posições são propicias para identificar movimentos dos 

membros inferiores do lado direito do corpo do 

individuo. A Figura 1 ilustra a estrutura de aquisição 

fixada no individuo para os ensaios. 

 

 

Figura 1: Estrutura de ensaios. 

 

O hardware utilizado para a aquisição dos sinais de 

EEG foi um Bitalino
®

, o qual possui um único canal 

bipolar de aquisição de sinais EEG de 10 bits com 

ganho de 40000x e filtro por hardware 0.8-49Hz.  

O indivíduo participante realizou a imagética motora 

de membros inferiores (pé direito) de forma orientada. A 

metodologia de ensaio foi baseada em [13], onde os 

participantes são orientados a olharem para uma 

referência enquanto recebe de forma paralela a instrução 

para realizar os movimentos.  

Foram realizados 86 repetições com tempo de 

duração de 40s e consideradas situações de (i) 

movimento, (ii) imaginação de movimentos e (iii) 

descanso. A taxa de amostragem utilizada foi de 1kHz, o 

que totalizou 40000 amostras para cada ensaio. Após os 

ensaios, os dados aquisitados foram importados para 

tratamento e classificação no software Matlab®.  

De acordo com [14] a dessincronização e 

sincronização referente aos movimentos do indivíduo 

participante, podem são percebidas nos primeiros 

instantes dos registros dos sinais de EEG. Neste sentido, 

foram selecionados para serem submetidos aos 

classificadores as 200 primeiras amostras dos ensaios 

realizados. Para identificar o ponto de extração dos 
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sinais e garantir a existência de padrões distintos, foi 

utilizado um canal de aquisição digital do hardware de 

aquisição. Deste modo, a cada instrução de movimento 

repassada ao voluntário, foi enviado de forma paralela 

um sinal para a referida porta digital de aquisição.   

As instruções de comando para a indicação de 

movimentos e imaginação de movimentos enviadas ao 

voluntário, foram realizadas de forma dessincronizada 

[8].  A Figura 2 ilustra a aquisição dos sinais de EEG 

juntamente com os sinais digitais enviados durante os 

ensaios.   
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  Figura 2: Aquisição dos sinais de EEG juntamente com 

os sinais digitais enviados durante os ensaios.   

 

A fim de identificar os padrões após os ensaios, os 

sinais coletados (os 200 pontos iniciais) receberam uma 

tag de identificação. A referida identificação possui dois 

valores possíveis: i) 1 quando indivíduo realizou o 

movimento. ii) Cujo o indivíduo não realizou 

movimento. O apontamento dos padrões são essenciais 

para treinamento supervisionado das RNA utilizadas 

neste trabalho, já que as mesmas se baseiam na 

comparação de uma saída calculada com outra desejada.  

No intuito de testar a robustez das redes, bem como 

obter um menor custo computacional para o sistema 

também foram construídos sinais de entradas para os 

classificadores com os 120 e 150 pontos iniciais dos 

ensaios.  A Tabela 1 apresenta a estrutura dos dados 

utilizados por amostra tratada. 

 

Tabela 1: Estrutura dos dados utilizados por amostra 

tratada. 

Sinal EEG no domínio do tempo Saída 

1x120 1/0 

1x150 1/0 

           1x200    1/0 

 

De posse dos sinais identificados, foi gerado um 

código no software Matlab® para a separação dos dados 

de treinamento do algoritmo classificador e da sua 

validação. O conjunto de dados de treinamento 

compreende 52% do conjunto de casos disponíveis 

sendo que o restante 48% são utilizados para validação.  

Para implementação das técnicas propostas neste 

trabalho, foram realizadas algumas configurações 

específicas para o treinamento e validação, conforme 

apresentado na Tabela 2. A arquitetura e os parâmetros 

de configuração dos sistemas inteligentes utilizados 

neste trabalho, foram selecionados de acordo com testes 

e verificação do melhor desempenho em termos de 

acurácia e custo computacional. 

 

Tabela 2: Parâmetros e configuração da PMC e RBF 

Parâmetros PMC RBF 

Número de Camadas 2 2 

Neurônios 1º Camada 12 9 

Neurônios 2º Camada 1 1 

Algoritmo de Treinamento BP+LM AO 

Função de ativação 1º camada Logística Gaussiana 

Função de ativação de saída Linear Linear 

BP – Backpropagation, LM- Levenberg Marquardt. AO – Auto 

Organizado. 

 

O comparativo entre os desempenhos obtidos pelos 

classificadores foi avaliado por meio da acurácia, tempo 

de construção e estatística Kappa. A estatística Kappa é 

uma medida de concordância inter-observador [15]. 

A referida medida apresenta como valor máximo o 

1, o qual representa total concordância entre os dados 

apresentados. Por outro lado, a estatistisca kappa 

também pode apresentar valores próximos ou abaixo de 

0, representando pouca ou nenhuma concordância [15]. 

A Tabela 3 ilustra os valores para a interpretação da 

estátistica kappa. 

 

Tabela 3: Interpretação da estatística Kappa. 

Valores Kappa Interpretação 

<0 Nenhuma concordância 

0-0,19 Pobre Concordância 

0,20-0,39 Fraca concordância 

0,40-0,59 Moderada concordância 

0,60-0,79 Substancial Concordância 

0,80-1 Perfeita concordância 

 

Resultados Experimentais 

 

As tabelas 4, 5 e 6  apresentam os resultados 

alcançados pelas redes PMC e RBF, quando submetidas 

a sinais relativos ao movimento e imagética motora do 

pé direito do participante. Neste caso, os classificadores 

foram avaliados frente a 86 ensaios para cada situação 

respectivamente,  sendo destinados ao treinamento da 

rede 44 amostras e para a etapa de validação 42 

amostras. A combinação dos eletrodos testada foi 

Cz+C1 e foram consideradas para os testes de 

classificação as entradas com 120, 150 e 200 pontos.  

 

Tabela 4: Resultados da PMC e RBF para 120 entradas 

Classificador PMC RBF 

Movimento (M) / Imagética (I) M I M I 

Amostras de treinamento 22 22 22 22 

Amostras de validação 21 21 21 21 

Tempo de construção (s) 0,12 0,12 0,12 0,12 

Acurácia 

(%) 

Treinamento 100 100 100 100 

Validação 80,9 57,1 66,6 42,8 

Estatística Kappa 0,68 0,42 0,59 0,33 
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Tabela 5: Resultados da PMC e RBF para 150 entradas 

Classificador PMC RBF 

Movimento (M) / Imagética (I) M I M I 

Amostras de treinamento 22 22 22 22 

Amostras de validação 21 21 21 21 

Tempo de construção (s) 0,15 0,15 0,15 0,15 

Acurácia (%) 
Treinamento 100 100 100 100 

Validação 85,7 66,6 76,1 52,3 

Estatística Kappa 0,69 0,59 0,61 0,42 

 

Tabela 6: Resultados da PMC e RBF para 200 entradas 

Classificador PMC RBF 

Movimento (M) / Imagética (I) M I M I 

Amostras de treinamento 22 22 22 22 

Amostras de validação 21 21 21 21 

Tempo de construção (s) 0,2 0,2 0,2 0,2 

Acurácia (%) 
Treinamento 100 100 100 100 

Validação 90,4 81 76,1 52,3 

Estatística Kappa 0,77 0,73 0,61 0,42 

 

 Neste estudo foram obtidos resultados promissores 

nas 86 amostras validadas. Com apenas um canal de EEG, 

a proposta apresentou um percentual de acerto entre 80,9 

90% (PMC) e 57 a 81% (PMC) para movimentos do pé 

direito e imagética motora do pé direito, respectivamente. 

Quando comparado às referências citadas neste trabalho, 

percebe-se uma melhora dos percentuais de acerto mesmo 

utilizando um número reduzido de eletrodos. A Tabela 7 

ilustra um comparativo entre os resultados das literaturas 

citadas para imagética motora de membros inferiores e os 

resultados alcançados neste trabalho. 

 

Tabela 7: Comparação dos resultados 

Referências Classificador Nº De eletrodos Acurácia 

[6] Naive Bayes 264 80% 

[7] SVM 16 78,9% 

Este trabalho PMC 2 80,9% 
 

 

Conclusão 

 

Os resultados obtidos pelos algoritmos 

classificadores deste trabalho indicam resultados 

promissores para a determinação de padrões de 

movimentos de membros inferiores por meio de 

registros EEG.  

A rede PMC possui uma melhor relação entre tempo 

de construção e acurácia, a qual obteve como 

percentuais máximos de acerto 90% para movimentos e 

80,9% de acerto para a imaginação de movimentos do 

pé direito do voluntário.  

Vale ressaltar que os referidos percentuais foram 

atingidos por meio da utilização de apenas um canal 

bipolar de EEG, bem como os sinais foram 

condicionados do domínio do tempo diretamente para as 

estruturas neurais utilizadas. Viabilizando assim, uma 

estrutura factível para implementação em dispositivo 

com menor recurso computacional. 
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