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Resumo: Nos tltimos anos, a quantidade de dados gerados
na area da saude tem aumentado consideravelmente. Neste
sentido, é necessario extrair informagdes destes dados, a
fim de auxiliar na tomada de decisdo. O trabalho aqui
proposto consiste na revisdo do estado atual da literatura e
identificagdo de técnicas de mineragdo de dados que tém
sido utilizadas na extragdo de informagdes de séries
temporais, e que resultem do registro de sinais na area da
engenharia biomédica e sinais motores da doenca de
Parkinson. Os resultados da revisdo sugerem que os
métodos mais utilizados na mineragdo de dados
representados por séries temporais s3o: Arvore de Decisdo,
Redes Neurais, Redes Bayesianas e Modelos Ocultos de
Markov. Ademais, observou-se que existe uma
necessidade da popularizagdo do uso destas técnicas na
avaliagdo de séries temporais representando os sinais
motores da Doenga de Parkinson, em especial o
surgimento de aplicagdes relacionados a0 monitoramento
prolongado dos sinais motores da doenca, e consequente o
aumento no volume de dados a serem processados.
Palavras-chave: séries temporais, mineracdo de dados,
doenga de Parkinson.

Abstract: In recent years, the amount of generated
information in the health sector has considerably
increased. In this way, it is necessary to extract
information from these data, in order to help to take
decisions on the data interpretation. The work proposed
here consists in the review of the current literature to
identify the most used data mining techniques applied to
time series in Biomedical engineering area and motor
signs of Parkinson’s disease. The review suggests the most
used methods for data mining represented by time series
are Decision tree, neural networks, Bayesian networks
and Hidden Markov Models. Moreover, we observed that
there is a necessity of popularization of techniques used in
time series analysis representing the motor signs of
Parkinson’s disease, especially when we consider the
increase of related applications to monitoring prolonged
activities of the disease and consequent increase in the
volume of data to be processed.

Keywords: time series, data mining, Parkinson’s disease.

Introducao
Uma série temporal pode ser gerada em diferentes

dominios, contendo um grande volume de dados e pode ser
heterogénea. De forma simples, uma série temporal ¢é
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gerada a partir de observagdes cronologicas com medidas
sucessivas de certas quantidades. Este formato de dado
coletado no tempo ¢ bastante usado em intimeros
aplicagdes e diversas areas do conhecimento [16]. Com
cerca de 40% da populagdo mundial conectada a internet
[11] o volume de dados gerados hoje, chega a 2,7
Zettabytes (2,7 102 GB) e, até 2020, pode chegar a 35
Zettabytes [21]. Na area da saude em 2012, tinha-se cerca
de 500 Petabytes, e até 2020 espera-se um aumento de 50
vezes no volume de informagdes geradas [18].

Neste crescente volume de dados sendo coletados na
area da saude, os estudos dos sinais cardinais da doenca de
Parkinson (DP) também tem aumentado em relagdo ao
monitoramento de longo prazo (e.g., monitorado por horas
ou dias) [1]. Assim, este trabalho visa conceituar
mineracao de dados e séries temporais, apontar as técnicas
mais usadas na extragdo de informagdes de sinais
coletados na area da engenharia biomédica e verificar se
estas técnicas tem sido relacionadas com a DP.

Materiais e Métodos

A revisdo sistemdtica da literatura possibilita
compreender os conceitos basicos, o estado da arte da
tematica levantada e encontrar possiveis areas de estudo.
Neste sentido, objetivou responder as seguintes questoes:

e Como ¢ feita a mineragdo em séries temporais?

e Quais as técnicas mais utilizadas na mineragdo de
dados representados por séries temporais
resultantes de sistemas comumente estudados na
Engenharia Biomédica?

e Existem trabalhos sobre mineragdo de dados em
sinais cardinais da doenga de Parkinson?

Para alcancar os objetivos foram realizadas consultas
exploratorias em pelo menos quatro diferentes bases de
dados de periddicos, a destacar: PubMed (predominio de
literatura biomédica), IEEE Xplorer (literatura voltada
para engenharia e computagdo), Scopus (ciéncias,
tecnologia e medicina) e Science Direct (ciéncias, salde e
tecnologia). No total, 5 strings de busca foram criadas,
com o intuito de se realizar consultas nas bases de dados:

o String 1: "time series" AND "data mining";

String 2: "time series" AND "data mining" AND
"biomedical engineering";

String 3: "time series" AND "data mining" AND
"Parkinson's disease";

String 4: "data mining" AND "Biomedical
engineering" AND "Parkinson's disease";
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o String 5: "time series" AND "data mining" AND
"Biomedical engineering" AND  "Parkinson's
disease"

As strings de pesquisa refletem a busca de informagoes
para responder os objetivos. E, para inclusdo ou excluséo
dos trabalhos nessa revisdo, foram analisados os resumos,
de modo a verificar a relevancia dos mesmos, € 0s
trabalhos encontrados nos tltimos 10 anos visou buscar
técnicas de mineracdo de dados atuais sobre a engenharia
biomédica e a DP. Foram consideradas as strings de busca
presentes no titulo, no resumo ou nas palavras-chave.
Somente para a string 1 foram considerados trabalhos de
revisdo, pois objetivou-se, nesta etapa, a busca conceitual
de série temporal e minerag@o de dados.

Resultados

A quantidade de trabalhos encontrados relacionados a
cada string de busca, ¢ mostrada na Tabela 1. As buscas
realizadas com a String 1 resultaram no maior numero de
estudos, visto que a mesma aborda conceitos genéricos
sobre séries temporais ¢ mineracdo de dados.

Tabela 1: Artigos encontrados em cada base de dados.

IEEE Science

String Xplore Scopus Direct PubMed

E A E A E A E A
String 1 28 6 26 4 10 0 6 1
String 2 21 3 8 3 0 0 3 1
String 3 4 2 6 1 1 1 2 0
String 4 4 3 2 0 0 0 0 0
String 5 1 0 0 0 0 0 0 0
Total 58 14 42 8 11 1 11 2

Legenda: E — Encontrados, A - Aproveitados

Apobs a leitura do resumo de cada trabalho foram
selecionados 25 artigos, ou seja, 20,5% do total de 122
artigos; os demais foram excluidos por estarem fora do
escopo, repetidos entre uma base de dados e outra, e alguns
com acesso restrito. Nota-se que a quantidade de trabalhos
selecionados da IEEE Xplore foi maior, visto que foi a
primeira a ser analisada e ndo foram encontrados trabalhos
repetidos; ja nas demais bases este fator influenciou no
namero de artigos encontrados e inclusos na revisdo. Deste
modo, dentro da base IEEE Xplore foi aproveitado cerca
de 24,14% dos artigos, na Scopus 19,05%, ScienceDirect
9,1% e na PubMed 18,2% dos trabalhos foram utilizados.
Assim, prosseguiu-se com a avaliagdo dos artigos
considerando-se as questdes norteadoras desta revisao.

Séries temporais - A série temporal (time series) é
criada a partir de observagdes em ordem cronoldgica [7].
De forma geral, uma série temporal s pode ser descrita por
meio de uma sequéncia (X1, X2, ..., Xn) tendo n pontos de
informacgdes xi. Esses pontos de informagbes podem ser
nameros reais, valores de tenséo ou corrente, temperatura
ou dados multidimensionais [16]. Além disso, uma série
temporal pode conter um grande volume de dados, alta
dimensionalidade e necessitar de continuas atualizacfes
das informagGes. No geral, uma série temporal reduz a
dimensé&o dos dados originais [7], e ela pode conter valores
numéricos continuos e precisa ser transformada e/ou
discretizada ajustando os dados para a mineragéo [16].
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No entanto, a discretizacdo pode distorcer a série
temporal amostrada ou comprimida, caso a taxa de
amostragem seja muito baixa [7]. O método Symbolic
Aggregate Approximation (SAX) e os baseados em
agrupamentos sdo 0s mais utilizados para discretizar uma
série temporal com pontos equidistantes no tempo [16].
Para este mesmo prop6sito tem-se outras técnicas como:
Segmented Sum Variation (SSV) e multiple abstraction
level mining (MALM) proposto por Li et al. (1998) apud
[7], Perceptually Important Points (PIP) por Chung et al.
(2001) apud [7], todas no dominio do tempo. Para
representar uma série temporal no dominio da frequéncia,
pode-se usar: discrete Fourier transforms (DFT), discrete
wavelet transform (DWT) e Haar transform mostrados por
Chan e Fu (1999) apud [7], Principal Component Analysis
(PCA) e Modelos Ocultos de Markov (HMM) citados por
Azzouzi and Nabney (1998) apud [7]. Apo6s a
discretizacdo, pode-se aplicar a mineragdo na Série
temporal, onde objetiva-se buscar por padrdes de
similaridade, tendéncias, mutac6es ou outliers auxiliando
na tomada de decisdo [7].

Mineracdo de dados - A mineracdo de dados (data
mining) visa explorar e analisar grandes volumes de dados
de forma automatica ou semiautomatica. Minerar dados ¢é
0 objetivo final para descobrir informacgbes a partir de
dados originais ou alterados de uma série temporal [7], e
também, para encontrar informagdes desconhecidas dentro
de uma base de dados confidvel [22]. O reconhecimento
de padréo é uma tarefa comum a ser feita e, apds esta etapa,
é realizada a classificacdo, depois associagao de regras de
minerac&o e, por fim, a visualizagdo [7] [23].

A busca de padrdes varia de acordo com o interesse e
o0 dominio que se encontram os dados, ja o agrupamento é
um processo de aglutinar padrdes encontrados baseados
num dado critério de similaridade [8]. Os métodos de
agrupamento podem ser divididos em: particionamento,
métodos hierdrquicos, baseados em: densidade, estruturas
em grid e/ou modelos [25]. Na classificacdo € comum
realizar pré-processamento de dados, ou seja, pode-se
combinar propriedades ou usar padrfes identificados na
série temporal. J4 a associagdo de regras é focada em itens
simbolicos presentes nas transagdes. A arvore de decisdo
também ¢é utilizada para definir regras de mineragdo. Por
fim, a visualizacao visa delinear uma caracteristica para
um subconjunto de dados [4] [7].

O algoritmo Motif Discovery visa encontrar padrdes
desconhecidos em uma série temporal sem qualquer dado
prévio sobre seus locais ou formas [17]. A andlise de
regressdo e k-nearest neighbor (KNN) sdo métodos muito
usados, 0 KNN possui alta precisdo e ndo apresenta rigor
na parametrizacdo dos dados. A &rvore de decisdo
classifica os dados de classes desconhecidas, ja a rede
Bayesiana é baseada em conhecimento probabilistico e
usada em previsdes [22]. A compreensdo destes conceitos
é de suma importancia visto o enorme volume de dados a
serem lidos e/ou escritos. Assim, a mineracdo de dados em
séries temporais possui inimeras aplicacdes diretas dentro
da industria, analise de dados bancarios, analise de fraudes,
mineracdo de bio-dados, andlise de dados de assisténcia
médica etc., auxiliando na tomada de decisdo [4] [6].
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Tabela 2 — Artigos e métodos utilizados para mineracdo de dados relacionados a doenca de Parkinson (DP).

Artigo Ano Objetivo Métodos de mineragéo Resultado Possui relacao
empregados comaDP?
[1] 2013 Revisar os algoritmos de monitoramento fisiolégico, ~ Support Vector Machines, Rede O artigo revela os Néo
a partir de sensores moveis, de sinais vitais: Neural, transformada Wavelet, algoritmos mais usados
eletrocardiogramas, saturacéo de oxigénio, ferramentas estatisticas, Hidden para cada tipo de sinal
batimentos cardiacos, glicose no sangue, taxa de Markov Models e arvore de decisdo fisiolégico monitorado.
respiracéo e pressao sanguinea.
[3] 2007 Classificacdo de dados em série temporal para K-Nearest Neighbor Sensibilidade de 81,29% e Né&o
diagnosticar a atividade cerebral relacionada a especificidade de 72,86%
epilepsia usando o eletroencefalograma (EEG). na classificacdo.
[2] 2008 Comparar o agrupamento das atividades cerebrais Clustering via concave quadratic A comparacéo das ativida- Né&o
normais com as atividades pré-convulsao epilética. programming (CCQP) des cerebrais foi alcangada.
[12] 2010 Utilizar o método ST-ICA para extrair informagdes Independent component analysis A demonstracéo do uso do Né&o
espaco-tempo derivadas de multicanais de dados (ICA). ST-ICA foi explicada em
provenientes de EEG. dados de EEG.
[13] 2010 Usar técnicas de mineragdo de dados para avaliar a Ordinary Least Squares, Recursive O algoritmo KSR obteve Né&o
pressdo intracraniana de forma ndo invasiva (NICP).  Weighted Least Squares, Kernel maior precisdo, porém
Spectral Regression, Rede neural e  poucos dados foram
local linear fuzzy utilizados.
[10] 2016 Pré-processar uma série temporal e realizar o Piecewise Aggregation Foi mostrada a extragdo Né&o
reconhecimento do padrdo para gerar sequéncias Aproximation (PAA) e temporal de sequéncias,
temporais da série original e depois extrair padrdes identificagdo de picos. mas nao foi testado em
temporais da sequéncia. dados reais.
[24] 2016 Analisar os dados de reivindicacéo de seguros de Arvore de decisio e coeficiente de O modelo semestral obteve Néo
salde para prever tempo de internacéo. correlacdo Matthews (MCC). melhor desempenho.
[15] 2010 Reconhecer anomalias por meio da investigacao da naive Bayes e redes neurais 97,2% com o classificador Sim
marcha em individuo com hemiplegia, Parkinson, artificiais. naive Bayes e 100% ao
com dores nas costas e dores nas pernas. utilizar redes neurais
[14] 2010 Utilizar pseudo-séries temporais a partir de dados de  Redes Bayesianas dinamicas e Uma previsdo média de Sim
corte transversal para identificar regides de interesse ~ Hidden Markov Models (HMM). 94,2% foi alcancada,
relacionadas as doengas: glaucoma, Parkinson e viabilizando o corte
céncer de mama. transversal.
[9] 2011 Analisar o tremor a partir de métodos de particio- k-means e k-medoids Os parametros nao lineares Sim
namento usados nos resultados de anélise do trata- néo classificaram o tremor
mento via estimulagdo profunda do cérebro (DBS)
[20] 2011 Analisar os movimentos associados a medicacéo Arquitetura epiNet baseada em No treinamento, obteve-se Sim
Levodopa aplicada em pacientes com a doenca de processos genéticos e epigenéticos.  80% de precisdo, ja nos
Parkinson utilizando a arquitetura epiNet testes 70%.
[5] 2014 Usar Joint blind source separation (JBSS) no banco  Ensemble Empirical Mode Discriminagéo realizada Sim
de dados contendo EEG multidimensional e dados Decomposition, Independent entre individuos com
cinematicos unidimensional utilizando EEMD-IVA.  Vector Analysis Parkinson e de controle.
[19] 2017 Estimar o indice Hoehn & Yahr a partir dos dados dos Arvore de decisio e Repeated As abordagens atingiram Sim
sintomas motores utilizando a escala UPDRS em Incremental Pruning to Produce uma preciséo em torno de
pacientes com a doenca de Parkinson Error Reduction 87% de acerto.
Discussio dados de tremor de pacientes com Parkinson carece de

Apobs conceituar as séries temporais percebe-se que
este formato de disposi¢do da informagdo em ordem
cronoldgica é muito utilizado. J& a mineracdo de dados é
indispensavel para automatizar e ajudar na busca por
conhecimento Gtil. Neste sentido, a correlacdo entre série
temporal e mineracao de dados é quase simbidtica.

A Tabela 2 apresenta os trabalhos analisados,
relacionando as técnicas mais usadas da mineracdo de
dados dentro da area da engenharia biomédica. Assim, as
redes neurais citadas em [1], [13] e [15], junto com a
arvore de decisdo em [1], [19] e [24] foram as mais
utilizadas. As redes Bayseianas [14] e [15] e os Modelos
Ocultos de Markov [1] e [14] também se destacaram.

Ainda na Tabela 2, pode-se perceber que de todos 0s
trabalhos apenas 6 tinham relacdo com a doenca de
Parkinson [15], [14], [9], [20], [5] e [19]. E destes 6
trabalhos, 4 relatavam somente a doenca de Parkinson [9],
[20], [5] e [19], e, por fim, dos 4 Gltimos trabalhos apenas
1 utilizou dados do tremor de pacientes [9]. Deste modo,
fica evidente que a mineracdo de séries temporais em
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investigacGes mais detalhadas.
Conclusio

Apesar do trabalho elucidar os conceitos de séries
temporais ¢ mineracdo de dados mostrando as técnicas
mais usuais dentro da Engenharia Biomédica, e também,
evidenciar a existéncia de poucos trabalhos relacionando a
mineracado de séries temporais com a doenga de Parkinson,
futuramente, pode-se aprimorar o processo de busca, por
meio da construgdo de novas strings e investigagdo em
bases de dados adicionais.
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