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RESUMO: A obesidade, doenga cronica ndo transmissivel, é considerada uma epidemia pela
OMS. Uma das causas da doenca estd relacionada aos maus hdbitos alimentares. Com o avango
da tecnologia, técnicas tém sido desenvolvidas para auxiliar o combate e a prevengio da
obesidade. A inteligéncia artificial é um dos focos no desenvolvimento de novos métodos que
objetivam auxiliar o combate a obesidade. Modelos de redes neurais, campo de estudo dentro da
drea da inteligéncia artificial, tém sido propostos devido a capacidade de reconhecer padroes e
classificar dados complexos. Este trabalho teve como objetivo principal o desenvolvimento de
uma rede neural artificial em Python, utilizando as técnicas de Feedforward e Backpropagation.
Através de experimentos, foram coletados dados de 10 individuos da quantidade de comida
ingerida em cada uma das principais refeicoes didrias, peso corporal e circunferéncia abdominal,
durante um periodo de 30 dias. A pesquisa foi realizada em Petrolina, estado de Pernambuco, e
Juazeiro, estado da Bahia, com individuos de idade entre 18 e 50 anos.
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1 INTRODUCAO

A obesidade é uma doenca definida como o acimulo excessivo de gordura no
organismo [1]. Ela é classificada como uma doenga cronica ndo-transmissivel (DCNTs),
caracterizando-se por sua evolucao lenta, ser assintomaética e apresentar causas
multifatoriais, sendo algumas delas: genéticas, metabdlicas, sociais, comportamentais
e/ou culturais [2]. Uma das formas de diagnosticar a obesidade é utilizando o indice

de massa corporal (IMC), calculado como a razdo da massa corporal pela altura ao
quadrado [3].

A Organizacao Mundial de Satde considera a obesidade como uma epidemia mundial
e a define em trés graus de gravidade, baseado no IMC: grau I (moderado excesso de
peso), grau II (obesidade leve ou moderada) e grau III (obesidade mérbida) [4].
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Embora ndo exista uma férmula para combater o aumento gradativo de pacientes com
obesidade, algumas medidas vém sendo tomadas no Brasil buscando minimizar a taxa
de pessoas obesas no pais [3]. Segundo Dias et al. (2017), as politicas de debate sobre
promocao da satde estdo sendo abordadas como forma de instruir a populagao sobre
alimentacdo adequada e saudavel, apesar de ndo tratar diretamente sobre obesidade.

No ramo da tecnologia, diversos métodos vém sendo desenvolvidos a fim de auxiliar
no combate a epidemia. Dentre essas técnicas, a inteligéncia artificial (IA) vem sendo
aplicada e vista no ramo da satide como solucdo inovadora, justamente por incorporar
os beneficios da tecnologia e da psicologia, atendendo diferentes necessidades de
satide por meio de varias midias [5].

E esperado por especialistas da drea da computacio que os algoritmos de inteligéncia
artificial possam auxiliar os profissionais de satde, fornecendo dados clinicamente
relevantes em tempo real e garantindo a qualidade da informagcdo através de sistemas
inteligentes. Isso visa facilitar a obtencao de solucdes clinicas e médicas [6]. Ainda
segundo Reenita Das (2016), até 2025, espera-se que a IA seja utilizada em 90% dos
sistemas nos EUA e em 60% dos hospitais e companhias de seguros globais. A
utilizacdo da IA na satde pode ser justificada pela obtencdo de resultados mais
precisos para os pacientes, custos reduzidos de tratamento e planos de tratamento
centrados no paciente [7].

A inteligéncia artificial estd sendo utilizada no desenvolvimento de novos métodos
que objetivam analisar dados estatisticos, aprender e reconhecer padrdes e classificar
qualquer tipo de dados [8]. Dentro os campos de estudo da inteligéncia artificial, as
redes neurais tém sido alvidradas devido a sua capacidade de reconhecer padrdes e
classificacdo de dados complexos. Os modelos de rede neural tém vantagem sobre os
métodos estatisticos por serem livres de distribuicio e ndo serem necessarios
conhecimentos prévios sobre as distribuicdes estatisticas das classes nas fontes de
dados, a fim de aplicar esses métodos para classificagao [9].

2 DESENVOLVIMENTO

2.1 ESTUDO DE CASO

Este trabalho trata-se de wuma pesquisa correlacional, com abordagem
predominantemente quantitativa, utilizando o procedimento técnico de uma pesquisa
de campo. O propésito central da pesquisa é o desenvolvimento um algoritmo na
linguagem de programacao Python, utilizando-se da técnica de redes neurais da
inteligéncia artificial para reconhecer padrdes de alimentacdo. O modelo foi
implementado para auxiliar individuos adultos na previsdo do peso corporal e
circunferéncia abdominal, baseando-se nas informacdes de alimentacdo diaria,
contribuindo para a tomada de decisdo em relacao a qualidade dos alimentos ingeridos
nas refeicdes. Os dados coletados no experimento foram, entdo, utilizados no
algoritmo de inteligéncia artificial desenvolvido, apoiado nas técnicas de redes
neurais, com o intuito de reconhecer padrdes e tentar estimar o peso corporal futuro
de individuos adultos baseado nos pesos das refei¢des realizadas diariamente.



2.2 COLETA DOS DADOS

Para a realizacdao da coleta dos dados da pesquisa foram selecionados 10 individuos
para participar da pesquisa durante 30 dias. Durante este periodo, foram coletados os
seguintes dados: peso das trés principais refei¢des didrias (café da manha, almoco e
jantar), além do peso corporal didrio e circunferéncia abdominal (medidos no inicio do
dia, ao acordar, antes de ir ao banheiro).

Como instrumento principal para a realizacdo do experimento, foram fornecidas
balancas digitais com precisdo de duas casas decimais e fitas métricas, sendo uma
unidade de cada item para cada individuo participante. A pesquisa foi realizada em
Petrolina, estado de Pernambuco, e Juazeiro, estado da Bahia. Cada individuo
participante desta pesquisa foi responsavel pela prépria coleta dos dados, sendo estes
coletados nas proprias residéncias ou locais de trabalho dos envolvidos. Os dados
coletados foram utilizados na aprendizagem do algoritmo.

2.3 DESENVOLVIMENTO DO ALGORITMO

Para implementar o cédigo-fonte foi utilizada a linguagem de programacao Python
(versdao 3.7) que contempla as funcionalidades necessarias para desenvolver o
algoritmo. O ambiente de desenvolvimento foi o Spyder (Anaconda 3), no sistema
operacional Windows 10 Home.

A RNA proposta neste trabalho foi desenvolvida implementando-se as técnicas de
redes neurais Feedforward e Backpropagation para uso na aprendizagem da rede. Além
disso, a arquitetura da RNA utilizada foi de duas camadas (oculta e saida), conforme
ilustra a figura 1:

Figura 1 - Arquitetura da RNA
implementada
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Fonte: Autor



4

Durante a inicializacdo do programa, sdo executadas as primeiras declaracdes,
referentes a configuracdo da Rede Neural. Essa relagdo de declaracées inclui: namero
de épocas de treinamento, quantidade de dados que serdo usados para treinamento da
rede, taxa de aprendizado e a quantidade de neurdnios utilizados em cada uma das
camadas de neuronios (entrada, camada oculta e saida). A tabela 1 mostra a
correspondéncia de varidveis usadas.

Tabela 1 - Variaveis de inicializacao da

rede.
Nome da variavel Descricao
numkEpocas Ntumero de épocas de treinamento da rede
q Quantidade de dados de entrada usados para treinamento
neta Taxa de aprendizado da rede
m Quantidade de neurdnios na camada de entrada

Quantidade de neur6énios na camada intermediéria

L Quantidade de neurdnios na camada de saida
pesol, peso2 e peso3 Recebem dados das refei¢des, extraidos do arquivo texto
bias Parametro polarizador de valor 1
Xb Vetor de entrada da rede
W1eW2 Matrizes de pesos da RNA

Fonte: Autor

Os valores iniciais dos pesos para cada conexdo sdo gerados de maneira aleatoria,
utilizando a funcdo random da biblioteca numpy. Esses valores sao alocados
matricialmente, de forma que as matrizes sdo inicializadas com tamanhos
correspondentes a quantidade de neuroénios nas camadas.

Ap6s isso, os dados de entrada sdo carregados a partir de um arquivo texto, que
contém as informagoes coletadas durante o experimento, e armazenados nas varidveis
correspondentes, sendo as varidveis pesol, peso2 e peso3 responsaveis por receber os
valores de entrada - os pesos das refei¢cdes. A variavel d € um vetor com os dados de
saida desejaveis. O tltimo passo das configuracdes iniciais é concatenar os dados de
entrada com o bias da rede - elemento utilizado para aumentar o grau de liberdade
dos ajustes dos pesos. Essa concatenacao é salva na variavel Xb, que servira como vetor
de entrada da RNA.

A parte de treinamento realiza a chamada das fungdes responsaveis pelo aprendizado
da rede durante numEpocas vezes. A técnica de Feedforward é implementada para
transmitir os dados de entrada através de toda a rede, sendo a saida da camada
intermediaria a entrada da camada de saida.



Em seguida, chama-se a fungao responsavel por executar o Backpropagation: o sinal de
erro calculado na saida da rede é propagado no sentido reverso, camada a camada, e
ao final deste processo os pesos sao ajustados de acordo com a regra de correcdao de
erro. Uma vez que a rede passou pelo processo de aprendizagem, a mesma deve ser
testada e validada para confirmar se o resultado obtido é suficiente.

O teste foi realizado utilizando a primeira parte dos dados de entrada, correspondente
aos 30 primeiros valores do arquivo texto, e retornando o valor do erro médio obtido
na camada de saida. Os dados foram submetidos ao algoritmo de rede neural pouco a
pouco, para que fosse possivel avaliar o comportamento e aprendizagem da rede. Em
cada etapa, algumas variaveis tiveram seus valores modificados, na busca de encontrar
a melhor configuracdo de performance do algoritmo. A taxa de aprendizagem,
representada pela varidvel neta, foi variada entre os valores 0.01, 0.05 e 0.10. O ntimero
de neur6nios da camada oculta variou entre 3 e 15.

Ap6s realizados os testes com diferentes configuracdes do algoritmo, foi possivel
perceber que, quanto mais dados inseridos na rede para aprendizagem, maior foi o
nimero de épocas necessdrias para convergir e atingir o resultado satisfatério. O
algoritmo foi capaz de convergir apenas com quantidade relativamente baixas de
dados. Na figura 2, é mostrado o grafico do comportamento do erro médio durante a
etapa de treinamento, desenvolvido dentro do préprio algoritmo utilizando a
biblioteca matplotlib.

Figura 2 - Erro médio em relagdo ao
namero de épocas do treinamento
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Fonte: Autor

O treinamento em questdo foi realizado utilizando os valores descritos na tabela 2,
juntamente as suas respectivas varidveis. A partir dos resultados obtidos, foi possivel
calcular a diferenca entre o valor real e o estimado pela RNA para as varidveis de peso
corporal e circunferéncia abdominal. A menor diferenca calculada teve valor de 0.00 e
a maior de 2.8. A figura 3 exibe o teste de erro, calculado durante a fase de teste através
de uma subtracido entre os valores dos dados de saida obtidos e valores de saida
desejaveis.



Tabela 2 -Valores utilizados para o
treinamento da figura 3

Nome da variavel Valor utilizado no treinamento
numEpocas 50
q 30
neta 0.05
N 10

Fonte: Autor

Figura 3 - Valores do teste de erro da
fase de treinamento

[

.7
-2.8]
2 ]
T
-1.5]
-0.5]
-3. ]
-1.5]
7
.
2
2,57
-1.5]
3. 7

| I (S N A | O S . R A R |
BwNphpour N OO

1
OCOORRPRPRNRRPRRPRRRRLPRPRPRRO

|

(=) () () (e ) [y ey —) e [e—pe—) [e—) fe— — p— [— p— f—
1

VTN WOWN
|
ey

[a>]
[RT Iy UE Gy

]

Fonte: Autor

A medida que ampliou-se a quantidade de dados utilizada para treinamento, foi
possivel notar a dificuldade da rede em convergir, apresentando grande quantidade
de valores discrepantes (outliers), principalmente para a variavel de peso corporal, o
que é natural devido ao metabolismo do ser humano mudar constantemente. Portanto,
apesar da RNA funcionar, é necessario fornecer mais informac¢des na camada de
entrada para tornar possivel a convergéncia da rede e reconhecimento de padrdes,
uma vez considerada a grande heterogeneidade da natureza dos dados.

3 CONCLUSAO

A partir do trabalho desenvolvido, evidencia-se a importancia do uso de novas
tecnologias visando a prevencdo e o combate a obesidade, afirmada como doenca
cronica em aumento constante entre individuos. Entretanto, conclui-se que ainda faz-
se necessario coletar dados de novas variaveis que afetam diretamente o metabolismo
do corpo humano e influenciam, principalmente, nos valores de peso corporal, a fim
de estimar com maior exatiddo o prognéstico do peso corporal futuro dos individuos.
Além disso, uma grande amostra de dados permite uma melhor padroniza¢do dos
valores de entrada, ou seja, mesmo que aparecam valores medidos muito discrepantes
(outliers), os mesmos ndo terdo grande impacto sob a amostra.



Outro ponto de estudo seria o treinamento da rede neural levando em conta diferentes
cendrios, como, por exemplo, a associacdo de cada classe de entrada e saida
individualmente, realizando-se uma andalise combinatdria entre entrada e saida. Isso
resultaria no entendimento do impacto real de cada entrada no peso corporal e na
circunferéncia abdominal dos individuos, permitindo excluir variaveis de entrada ou
perceber a necessidade de outras para a completude do algoritmo.

Através das pesquisas realizadas, entende-se que o presente trabalho teve grande
potencial de importancia para a sociedade em geral, pois disponibiliza mais uma
ferramenta que pode contribuir no combate a obesidade, facilitando no controle da
alimentacdo adotada por cada individuo.
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